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Resumen

La decodificacién de sehales EEG constituye la base de la mayoria de los estudios de interfaces cerebro-computadora. Una
técnica prominente de preprocesamiento para estas sefiales implica el uso de matrices de covarianza. Este método ha ganado
una amplia aplicacién en los ultimos afios, particularmente en el procesamiento de sefiales EEG vy el filtrado espacial para BCI
de imaginacién motora. Dado que las matrices de covarianza residen dentro de la variedad Riemanniana de matrices SPD, la
aplicacion de la geometria Riemanniana ha demostrado ser un enfoque robusto y de alto rendimiento. Con el fin de interpretar
las sefiales cerebrales para aplicaciones futuras en robdtica médica y sistemas de control, este articulo presenta un método que
proyecta estas matrices de covarianza desde su espacio Riemanniano nativo a multiples espacios tangentes, lo que permite el
uso de clasificadores convencionales como la regresion logistica y las maquinas de vectores de soporte. Nuestros resultados
demuestran que este enfoque supera significativamente el método de proyeccién unica.
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automatico, Andlisis e interpretacion de biosefiales, Tecnologia de asistencia e ingenieria de rehabilitacién, Interaccion
cerebro-maquina.

EEG signal classification for BCI Motor Imagery applications
Abstract

EEG signal decoding serves as the foundation for the majority of brain-computer interface studies. A prominent preprocessing
technique for these signals involves the use of spatial covariance matrices. This method has gained extensive application in recent
years, particularly in EEG signal processing and spatial filtering for BCI motor imagery. Since spatial covariance matrices reside
within the Riemannian manifold of Symmetric Positive-Definite matrices, the application of Riemannian geometry has proven
to be a robust and high-performing approach. In order to interpret brain signals for future applications in medical robotics
and control systems, this paper presents a method that projects these covariance matrices from their native Riemannian space
to multiple tangent spaces, thereby enabling the use of conventional classifiers such as logistic regression and support vector
machines. Our results demonstrate that this approach significantly outperforms the single projection method.

Keywords: Brain-computer interface, Motor imagery, Electroencephalography, Covariance matries, Tangent space, Machine
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1. Introduccion

La tecnologia de las Interfaces Cerebro-Computadora
(BCI) es uno de los campos de investigacién mds prometedo-
res de las dltimas décadas. Esta tecnologia tiene como objetivo
traducir las sefiales cerebrales, capturadas mediante electro-
encefalograma (EEG), en comandos electrénicos, permitien-
do de esta forma controlar computadoras o otros dispositivos
electréonicos mediante la actividad cerebral humana, sin la in-
tervencion de ningtin nervio o musculo periférico.

Las BCI descifran patrones de actividad neural, facilitan-
do la interaccion con el entorno, el control de dispositivos de
asistencia y la restauracién de funciones sensoriales o moto-
ras perdidas, dentro de planes especificos de rehabilitacion.
Entre los distintos enfoques de BCI, las interfaces basadas en
Imaginacién Motora (MI-BCI) se destacan por aprovechar la
capacidad del cerebro para generar sefiales neurales al imagi-
nar acciones motoras. Este enfoque es especialmente ttil en la
rehabilitacion de pacientes con lesiones cerebrales o dafio me-
dular, mejorando la funcién motora y la recuperacion funcio-
nal mediante el control de dispositivos externos como protesis
robdticas o interfaces de computadora. Esto no solo mejora la
calidad de vida y la autonomia de las personas con discapaci-
dades motoras, sino que también subraya el enorme potencial
de las MI-BCI en el &mbito de la asistencia y la rehabilitacion.

Por otro lado, las aplicaciones de BCI abarcan una varie-
dad de campos, incluyendo el entretenimiento, como el con-
trol de videojuegos |Liao et al.| (2012), y el comportamiento
deportivo |Park et al.[(2015). También se emplean en el control
de teléfonos méviles Wang et al.| (201 1)), entornos inteligentes
Lin et al| (2010) y diversas otras aplicaciones |Torres P et al.
(2020).

Se han considerado diversos enfoques para clasificar
sefales EEG en MI-BCI, de los cuales se pueden destacar 3
categorias:

= Extraccién de caracteristicas a partir de las sefiales EEG
mediante andlisis avanzado de sefiales seguida de un al-
goritmo de clasificacién [Fazli et al.[(2009).

= Utilizaciéon de modelos de aprendizaje profundo, en
particular redes convolucionales (CNN) [Zhang et al.
(2021); [Tang et al.| (2017) o redes recurrentes (RNN)
Wang et al.| (2018)); [Tortora et al| (2020) que se pue-
den alimentar con sefiales EEG brutas o combinarlos
con caracteristicas resultantes de un procedimiento de
extraccion de caracteristicas.

= Utilizacién de las matrices de covarianza como descrip-
tores de las sefiales EEG y manipularlas en su espacio
nativo, no euclideo, utilizando la geometria de Riemann
Barachant et al.| (2010); |[Congedo et al.| (2017)); (Omari
et al.|(2023).

Este trabajo se engloba en esta ultima categoria y propo-
ne utilizar geometria de Riemann para proyectar las matrices
de covarianza de las sefiales EEG desde su espacio nativo no
euclideo a diferentes espacios euclideos tangentes al espacio
nativo y utilizar estas proyecciones para alimentar un clasi-
ficador lineal. El objetivo es interpretar las sefiales cerebra-
les para ser usadas en aplicaciones futuras en el campo de la

robotica médica y el control. En particular, la metodologia esta
disefiada para mejorar el control de prétesis, exoesqueletos y
brazos roboéticos, con el fin de mejorar la calidad de vida de las
personas con discapacidades motoras. Al interpretar con pre-
cisién los movimientos imaginados, esta investigacion podria
suponer un avance significativo en las tecnologias asistivas y
la neurorehabilitacién.

La estructura de este articulo se organiza de la siguiente
manera: En la Seccién [2] se presentan el método propuesto,
proporcionando tanto el contexto como los detalles de nues-
tra metodologia. La Seccién [3| se centra en los experimentos
realizados, incluyendo una presentacién detallada de la base
de datos utilizada, los resultados obtenidos y una discusién
de estos hallazgos. Finalmente, en la Seccién E] se ofrece una
conclusion que sintetiza el trabajo realizado y describe las po-
sibles direcciones para investigaciones futuras.

2. Método propuesto

2.1. Antecedentes

La geometria Riemanniana ha emergido como una he-
rramienta poderosa en el campo de las interfaces cerebro-
computadora, particularmente en el andlisis y clasificacién de
las sefiales de EEG. Uno de los conceptos centrales en este
enfoque es el uso de matrices de covarianza espacial, que cap-
turan las dependencias estadisticas entre diferentes canales de
EEG. Estas matrices proporcionan una representacion robusta
de la actividad eléctrica del cerebro, haciéndolas invaluables
para la fase de preprocesamiento y extraccion de caracteristi-
cas en los sistemas BCIL.

Las matrices de covarianza espacial no son puntos de da-
tos convencionales que residen en el espacio euclidiano; en
su lugar, pertenecen a la variedad Riemanniana de matrices
Simétricas Definidas Positivas (SPD). Esta variedad tiene una
estructura geométrica tnica que las herramientas estdndar de
dlgebra lineal no pueden explotar completamente. La geo-
metria Riemanniana ofrece una manera de navegar por este
espacio complejo, proporcionando métodos para medir dis-
tancias, realizar interpolaciones y aplicar otras operaciones
geométricas directamente en la variedad. Esto es crucial pa-
ra mantener las propiedades intrinsecas de los datos, lo que
puede llevar a una clasificacién mds precisa y confiable.

En los trabajos publicados en los dltimos afos, se ha de-
mostrado que la aplicacién de la geometria Riemanniana a las
BCI puede ser altamente efectiva. Al proyectar las matrices
de covarianza en espacios tangentes de la variedad Rieman-
niana, se pueden transformar estas matrices en una forma que
sea adecuada para los algoritmos convencionales de aprendi-
zaje automadtico, como la regresién logistica (LR) y las maqui-
nas de vectores de soporte (SVM). Este proceso de proyeccion
preserva las relaciones geométricas entre los puntos de datos,
permitiendo que los clasificadores aprovechen la rica estruc-
tura de la variedad SPD.

Existen dos formas de combinar el uso de las matrices de
covarianza y de la geometria de Riemann para la clasificacién
de sefiales EEG:

= desarrollar clasificadores basados en la geometria rie-
manniana, que es un enfoque que podria aprovechar to-
da la informacién de las matrices de covarianza pero
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necesita el desarrollo de nuevos algoritmos de clasifi-
cacion, lo que representa un esfuerzo muy considerable
Barachant et al.|(2012).

= utilizar la geometria riemanniana para proyectar las ma-
trices de covarianza de su espacio nativo a un espacio
euclideo minimizando la perdida de informacién y con-
servando al maximo la distribucion de los datos, para
luego aplicar un método de clasificacién convencional
Barachant et al.|(2010); |Congedo et al.|(2017).

La Clasificaciéon en Espacio Tangente (TSC) |[Barachant
(2012) se enmarca dentro de la segunda categoria, y consis-
te en:

1. Calcular las matrices de covarianza de cada muestra de
las sefiales EEG del conjunto de datos de entrenamien-
to.

2. Definir el punto de referencia para el espacio tangente
que se va a utilizar.

3. Proyectar las matrices de covarianza de su espacio nati-
vo al espacio tangente.

4. Aplicar un clasificador estandar.

2.1.1.

Consideremos el espacio P(n) de matrices simétricas defi-
nidas positivas de dimensién n X n, para cada punto P € P(n)
corresponde un espacio tangente 7'(n) de matrices simétricas
nxn, dicho espacio es un espacio plano en el que podemos uti-
lizar los instrumentos tradicionales de la geometria euclidiana
Barachant et al.| (2013)).

Para operar en espacios tangentes, se requiere un mapeo de
P(n) a T(n), que se logra mediante la proyeccién logaritmica
log_p(Py) :

Proyeccion al espacio tangente

Si = log_p (P;) = P*log (P—I/ZPiP—1/2)P1/2 )

2.1.2.  Clasificacion en Espacio Tangente

La Clasificacién en Espacio Tangente presentada por A.
Barachant en |Barachant et al. (2010), es un enfoque especial-
mente adecuado para el andlisis de datos que al igual que las
matrices de covarianza residen en una variedad riemanniana.

Consideremos un conjunto de datos de entrenamiento eti-
quetados {C™, ™} para n = 1..N donde N es el nimero
de datos de entrenamiento, C" la matriz de covarianza de la
muestra n de la sefial EEG y #™ es su etiqueta. El primer paso
es calcular el punto de referencia C,.r como la media rieman-
niana de todas las matrices de covarianza de entrenamiento
segun la ecuacidn 2] Posteriormente se calculan las proyec-
ciones Z" de las muestras C" mediante (T)).

i=1
Cref = argmine ) 5(C.C)) @)

donde § (C, C;) es la distancia riemanniana entre las C y C;.

Dado que las proyecciones Z" son matrices simétricas so-
lo se considera la parte triangular superior de la matriz y se
reordena para formar un vector z™ = upper (Z") de longitud
d = e(e + 1)/2 (e nimero de canales del EEG). Finalmente, se
usa el conjunto {z”, 1V} para entrenar un Regresién Logistica
(LR).

2.2.  Clasificacion por proyeccion a miultiples espacios tan-
gentes

En este articulo se presenta un nuevo clasificador para
sefiales EEG inspirado en el TSC, en el que se sustituye la pro-
yeccién a un tnico espacio tangente por multiples proyeccio-
nes, una por cada clase, lo que permite generar caracteristicas
mads discriminatorias, mejorando asi el rendimiento del mode-
lo. Mientras el TSC proyectaba los datos a un espacio tangen-
te al espacio nativo de las matrices de covarianza en el punto
que representa la media de los datos entrenamiento, la nueva
propuesta ilustrada en la figura[I] propone proyectar todos los
datos de entrenamiento a varios espacios tangentes, uno por
clase, usando como referencia la media de las muestras de ca-
da clase, ofreciendo al clasificador diferentes perspectivas de
los datos.

Consideremos un conjunto de datos de entrenamiento eti-
quetados {C™, ™}, el clasificador por proyeccién a multi-
ples espacios tangentes (M-TSC) calcula la media riemannia-
na de las muestras de cada una de las M clases C,.f, pa-
ram = 1,2,..., M. Posteriormente, se proyectan todas las
muestras a los M espacios tangentes y se conserva Unica-
mente el triangulo superior de cada una de las proyecciones

c™ - {zg”, z(l"), e, ZS‘Z)} calculado de la forma siguiente :.

Zf,;’) — upper(Cl/z log (C—I/ZC(n)C—l/Z)CI/2

refm refm refm refm

) n=1,...,N
3
A continuacion, se concatenan los M vectores zﬁ,’f) pa-
ra formar el vector de caracteristicas z™ de longitud d =
Me(e + 1)/2. Finalmente, se usa el conjunto {z®,¢™} para
entrenar un clasificador lineal.

El uso de miiltiples proyecciones dependientes de la clase,
permite extraer caracteristicas mas discriminatorias lo que su-
pone un clara ventaja a la hora de entrenar un clasificador, por
otro lado, el mayor niimero de caracteristicas supone un ries-
go de sobreajuste lo que degrada las prestaciones de practica-
mente todos los clasificadores, para limitar estos riesgos ten-
dremos que recurrir a métodos de Regularizacion, o a clasifi-
cadores mds resistentes a los problemas asociados con la alta
dimensionalidad. como las Maquinas de Vectores de Soporte
(SVM).

3. Experimentos

En esta seccidn, se lleva a cabo un experimento para de-
mostrar la robustez y eficacia del Clasificador de Proyeccion
en Multiples Espacios Tangentes (MTS) utilizando el conjun-
to de datos que se introduce en la subseccion Los datos
resultantes de todas las proyecciones se concatenan y norma-
lizan a una media de cero y una desviacion estdndar de unidad
antes de ser empleados como entrada para un clasificador li-
neal, como la regresion logistica o el SVM. Posteriormente,
los resultados obtenidos en términos de precision se compa-
ran con los del Clasificador TSC.
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Figura 1: Clasificacion por proyeccién a miltiples espacios tangentes.

3.1. Base de datos

Con el objetivo de evaluar el desempeifio del modelo pro-
puesto, se ha utilizado el conjunto de datos publicos 2a de la
Competencia BCI de 2008 [Brunner et al.| (2008). Este conjun-
to de datos contiene informacién EEG etiquetada, recopilada
con un casco de 22 electrodos de 9 sujetos. Cada sujeto par-
ticip6 en dos sesiones de captura de datos, durante las cuales
realizaron la imaginacién motora de movimientos de la mano
izquierda (clase 1), mano derecha (clase 2), ambos pies (clase
3) y lengua (clase 4).

Hemos considerado solo dos clases de extremidades supe-
riores, ya que son las mds faciles de detectar en los sistemas
BCI de imaginacién motora debido a la clara separacién de
las areas somatosensoriales y motoras en el cerebro, lo que
nos permite establecer una base sélida y comprensible, opti-
mizar la precisién y robustez de nuestro método, y preparar
adecuadamente futuras investigaciones con extremidades mas
complejas. Por ello, solo se han considerado los datos de las
dos clases: mano izquierda y mano derecha. El conjunto de
datos se divide en una sesién para entrenamiento y una sesién
para prueba, con cada sesion consistiendo en 120 ensayos por
sujeto.

3.2.  Resultados y discusion

La tabla|l| presenta los porcentajes de precision para tres
experimentos diferentes (TSC, MTS SVM y MTS LR) en nue-
ve sujetos. Comparando MTS SVM con TSC, la mayoria de
los sujetos mostraron una mejora en la precision.

Tabla 1: la taza de aciertos (%) para los experimentos TCS, MTS SVM y
MTS LR.

Sujetos TSC MTSSVM MTSLR
Sujeto 1 86.80 88.89 88.19
Sujeto 2 57.64 56.94 57.64
Sujeto3  93.75 97.92 98.61
Sujeto4  72.22 81.25 77.78
Sujeto 5  63.89 65.97 65.97
Sujeto 6 72.22 75.00 76.39
Sujeto7  57.64 59.03 62.50
Sujeto 8  97.22 96.53 97.22
Sujeto9  87.50 88.19 91.67
Media 76.54 78.86 79.55

Notablemente, el Sujeto 3 experimenté un aumento signi-
ficativo del 4.17 %, y el Sujeto 4 vio una mejora del 8.03 %.
Sin embargo, hubo disminuciones menores para los Sujetos

2 y 8, con reducciones del 0.70 % y 0.69 %, respectivamen-
te. En general, la precision promedio aument6 del 76.54 % al
78.86 %, reflejando una mejora general del 2.32 %.

Comparando MTS LR con MTS SVM, la precisién mostré
una mejora general modesta. Se observaron mejoras significa-
tivas en los Sujetos 7 y 9, con aumentos del 3.47 % y 3.48 %,
respectivamente. El Sujeto 3 también mostré una mejora me-
nor del 0.69 %. A pesar de estos avances, los Sujetos 1 y 4
experimentaron ligeras disminuciones en la precisién, con re-
ducciones del 0.70 % y 3.47 %, respectivamente. La precisién
promedio aument6 del 78.86 % al 79.55 %, reflejando una pe-
quefia mejora del 0.69 %.

Al comparar MTS LR con TSC, las mejoras son mds pro-
nunciadas. Por ejemplo, la precision del Sujeto 3 aumento sig-
nificativamente del 93.75 % en V1 al 98.61 % en MTS LR,
y la precisién del Sujeto 9 mejord del 87.50 % al 91.67 %.
Ademais, el Sujeto 4, a pesar de una disminucién al pasar de
MTS SVM a MTS LR, atin muestra una mejora general del
7222 % en TSC al 77.78 % en V3. La precisién promedio
tuvo un aumento notable del 76.54 % en TSC al 79.55 % en

MTS LR.

100
Modelo

B Tsc
B MTssvm
B MTSLR

~ o o
3 3 38

Tasa de acierto %

@
3

Sujeto 1 Sujeto 2 Sujeto 3 Sujeto 4 Sujeto 5 Sujeto 6 Sujeto 7 Sujeto 8 Sujeto 9 Media

50

Sujeto

Figura 2: Representacion gréfica de las tazas de acierto de los modelos TSC
y MTS para nueve sujetos. MTS logré el mejor rendimiento.

Estos resultados resumidos gréficamente en la figura 2]
muestran claramente que las dos versiones del método MTS
proporcionan un rendimiento superior al TSC con un ligero
aumento en los esfuerzos computacionales, debido al mayor
numero de caracteristicas proporcionadas al clasificador. Esto
demuestra la efectividad de las multiples proyecciones , sub-
rayando el progreso constante y las mejoras logradas a través
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de las versiones sucesivas del clasificador presentadas.

4. Conclusiones

La geometria riemanniana ha introducido un nuevo marco
de clasificacién en las interfaces cerebro-computadora (BCI).
Este estudio presenta un novedoso clasificador de EEG para
aplicaciones de BCI, el cual proyecta datos desde la variedad
riemanniana de matrices de covarianza de sefales EEG ha-
cia multiples espacios tangentes. Cada proyeccién mejora la
capacidad del clasificador para crear un modelo mas discrimi-
natorio. La evidencia experimental respalda la superioridad de
este clasificador de proyecciéon en multiples espacios tangen-
tes sobre la proyeccion unica para problemas de MI-BCI.

El trabajo futuro tiene como objetivo adaptar este modelo
a configuraciones de entrenamiento adaptativo en linea para
mejorar su aplicabilidad en entornos del mundo real.
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