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Resumen

La deteccion y prevencidn de situaciones andmalas en entornos urbanos es crucial para la seguridad de todos los usuarios,
siendo un drea de estudio muy relevante actualmente. La abundancia de cdmaras de seguridad en ciudades permite usar tecno-
logfas de Inteligencia Artificial para monitorear y analizar comportamientos en tiempo real. Este estudio propone un sistema
basado en la estructura GAN (Generative Adversarial Networks) para identificar situaciones anémalas en secuencias de image-
nes. Se desarrollaron y compararon dos sistemas utilizando la arquitectura PatchGAN. El primero emplea la red U-Net para el
generador, mientras que el segundo usa U-NetR, una variaciéon de U-Net que mejora la contextualizacion de la imagen completa.
Los resultados de diversos experimentos muestran la eficacia de ambos enfoques, proporcionando una comparacién detallada de
las ventajas y limitaciones de cada uno. Este trabajo contribuye al avance de las tecnologias de vigilancia.
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Anomaly Detection Architectures: Fusion of GAN, U-Net and Transformers
Abstract

The detection and prevention of anomalous situations in urban environments is crucial for the safety of all users, and is
currently a very relevant area of study. The abundance of security cameras in cities allows the use of artificial intelligence tech-
nologies to monitor and analyze behaviors in real time. This study proposes a system based on the GAN (Generative Adversarial
Networks) framework to identify anomalous situations in image sequences. Two systems were developed and compared using
the PatchGAN architecture. The first employs the U-Net network for the generator, while the second uses U-NetR, a variation of
U-Net that improves the contextualization of the entire image. Results from several experiments show the effectiveness of both
approaches, providing a detailed comparison of the advantages and limitations of each. This work contributes to the advancement
of surveillance technologies.

Keywords: Programming and Vision, Machine Learning, Artificial Intelligence

1. Introduccion Estos avances han facilitado significativamente el desarro-
llo de métodos automdticos para detectar anomalias en los
entorno urbanos mediante sistemas inteligentes avanzados,

acelerando la respuesta de los operarios correspondientes.

Los grandes avances actuales de la Inteligencia Artificial
han revolucionado numerosos dmbitos de la vida cotidiana,
como la generacion de imdgenes a partir de descripciones del
usuario, la creacién de ritmos de musica o la redaccion de re-

latos de texto, entre otras.
Estas capacidades son aplicables a un gran rango de si-
tuaciones, entre las que vamos a destacar la seguridad urbana.

*Autor para correspondencia: boperezl @pa.uc3m.es
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Estos sistemas destacan en la gestion urbana debido a que
mantienen una vigilancia continua sobre el entorno y estdn
entrenados para detectar y alertar a las autoridades de forma
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rdpida. Ademads, pueden preveer situaciones anémalas antes
incluso de que sucedan simplemente observando y analizando
los elementos que puedan ocasionarlas.

Con este objetivo, existian proyectos mds simples co-
mo (Yun et al.| donde se emplea un Motion Interaction
Field (MIF) para crear un mapa de gaussianas de las interac-
ciones entre los diferentes objetos a partir de su flujo dptico.
De este modo, se analiza este mapa para detectar patrones de
accidentes o anomalias en la escena, tal y como se puede ver
en la Figural[l]
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Figura 1: Arquitectura del Motion Interaction Field

Otro ejemplo es el de (Pathak et all, 2015) en el que no

se analiza una sola imagen de la secuencia, sino que se divi-
de el video en clips mds cortos y se calcula la representacién
vectorial de las caracteristicas de los objetos. A partir de estas
caracteristicas se obtienen los temas y se agrupan mediante
k-means. Seguidamente, se identifican las regiones de la esce-
na que no corresponden a estos temas clasificados y se cate-
gorizan como zonas de posibles anomalias. Finalmente estas
regiones son clasificadas a partir de un modelo de arbol de
decisiones entrenado con anomalias.

Siguiendo el planteamiento de emplear modelos de re-
des para la deteccién de anomalias, surgié el trabajo
2021). En primer lugar, analiza una secuencia del video pa-
ra hacer una estimacién del fondo y posteriormente se analiza
este fondo mediante el modelo YOLOVS para encontrar ele-
mentos estiticos inusuales. Finalmente, se aplica un threshold
adaptativo para introducir todas las detecciones anteriores a un
arbol de decisiones que identifique si es 0 no una anomalia.

Posteriormente, con los udltimos avances en Inteligencia
Artificial (IA), también surgieron nuevos planteamientos para
el ambito de deteccion de anomalias, como es el trabajo (Le-
[porowski et al [2023)) en el que se presenta el método AVACA
mostrado en la Figura [2] que trata de combinar informacién
de audio y video de una secuencia y emplea Transformers pa-
ra la deteccién de anomalias. De este modo, lograron demos-
trar que la incorporacioén de audio a la informacién de entrada
puede ser de gran utilidad para la deteccion de casos poco co-
munes.
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Figura 2: Arquitectura AVACA

Continuando con el uso de los sistemas Transformers, en
el trabajo (Roka and Diwakar, 2023)) implementaron una va-
riante CViT (Convolutional Visual Transformer) para la de-

teccion y localizacién de anomalias en video. Se propone una
variante de U-Net sustituyendo parte del codificador con blo-
ques CViT apilados como se observa en la Figura[3]en la que
se muestra esta fusion entre U-Net (Ronneberger et al}, [2015)
y Visual Transformers.
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Figura 3: Arquitectura interna de la metodologias propuesta en
2015)

De este modo, el mddulo de deteccién de anomalias ob-
tiene una mayor cantidad de caracteristicas locales y globales
de la imagen para la deteccién. Seguidamente, se implementd
un moédulo de localizacién de anomalias basado en YOLO que
recibe los frames en los que se ha detectado una anomalia, e
identifica los objetos andmalos en la escena. Estos modulos
se comunican tal y como podemos ver en la Figura ] de la
implementacién del sistema completo.
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Figura 4: Pipeline implementado para la deteccion de anomalias mediante
CViT

Por dltimo, en el proyecto (Yuan et al 2021) hace uso
de las Generative Adversarial Networks (GAN) (Goodfellow

para el entrenamiento de una red generativa pa-
ra que sea capaz de predecir los siguientes frames a partir del
frame de entrada de una secuencia. Este entrenamiento enfren-
ta a la red generadora con otra red discriminadora, que debe
aprender a discernir entre una imagen real y una generada,
retroalimentandose mutuamente en el proceso de aprendizaje.
De este modo, se logra mejorar la extraccion de caracteristicas
y la generacién de imégenes realistas, ademas de poder hacer
una comparacién mds eficaz entre el frame generado y el real
para detectar las anomalias que tienen lugar.
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2. Metodologia

Como se ha presentado anteriormente en la primera etapa
de este trabajo, se realizé un estudio de las diferentes imple-
mentaciones existentes de Inteligencia Artificial para la detec-
cién de anomalias, aplicado al 4mbito de la movilidad, debido
a su velocidad de prepocesamiento y la flexibilidad de funcio-
namiento en cualquier situacion o escenario. De este modo, se
acordo6 el uso de las herramientas que se presentardn a conti-
nuacion.

2.1.  U-Net

U-Net es una red neuronal convolucional aplicada a la seg-
mentacidon semdntica que se caracteriza por su estructura co-
mo se muestra en la Figura [5] Como se puede observar, esta
red se compone de una parte encoder y otra decoder con sus
respectivas operaciones para la extraccién de caracteristicas
de la imagen.
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Figura 5: Arquitectura U-Net

Debido a esta estructura y las operaciones aplicadas a
la imagen, es una herramienta muy util para la extraccién
de caracteristicas tanto locales como globales, proporcionan-
do informacién mds precisa para la deteccién de anomalias.
Ademais, requiere de un menor tamafio de datos de entrena-
miento para un funcionamiento eficaz, caracteristica que re-
sulta de gran interés en este trabajo puesto que existen pocos
datasets etiquetados de anomalias disponibles para el entrena-
miento.

2.2.  Generative Adversarial Networks (GAN)

Las GANSs son conocidas por su capacidad de generar da-
tos sintéticos realistas, que se componen de dos redes neuro-
nales enfrentadas: una generadora y otra discriminadora como
se muestra en la Figura[6]

Training Set

Figura 6: Estructura GAN

Debido a su capacidad de generacién de imagenes, en este
proyecto se adapt6 el entrenamiento de estas redes enfrentadas
para que aprendieran inicamente situaciones normales. De es-
te modo, la red generadora serd capaz de generar predicciones
de situaciones normales. Por lo tanto, si existe una gran di-
ferencia entre el suceso real y el generado, se tratard de una
sitaucién anémala, puesto que la situacion real no se asemeja
a una situacién normal como la generada por la red a partir de
la secuencia de entrada.

A partir de esta estructura GAN, han surgido diversas va-
riantes como es el caso de la arquitectura Patch GAN (Isola
et al., 2017). Esta variante destaca porque trabaja con las di-
visiones, conocidas como ”Patches”, de una imagen, en lugar
de trabajar con la imagen como un elemento global. De es-
te modo, se analizan regiones mds pequefas para permitir al
discriminador centrarse en detalles mds especificos, como la
textura u otras caracteristicas locales.

Partiendo de esta variante Patch GAN, para este trabajo se
han implementado dos sistemas diferentes.

2.3.  U-Patch GAN

En el primer sistema, se ha empleado una arquitectura de
red U-Net Ronneberger et al.| (2015) para la parte de red ge-
neradora, puesto que U-Net ha demostrado una gran eficacia
en la segmentacién de imédgenes por su estructura codificador-
decodificador simétrico. De esta forma, se aprovecha la estruc-
tura Patch-GAN para el entrenamiento de la red U-Net para la
generacion de imdagenes, dando lugar a la variante U-Patch
GAN (Fan et al.,|2023). En este entrenamiento, se emplearon
tan solo secuencias de situaciones comunes en un escenario
teniendo como etiqueta de una instancia, la instancia siguien-
te. Asi, la red aprendia cémo debia ser la imagen siguiente, en
una situacién normal, a partir de una imagen de entrada.
Finalmente, al aplicar esta red a otra secuencia de entrada, se
compara la imagen generada con la imagen real para compro-
bar si se trata de un caso normal o anémalo. Es decir, si existe
mucha diferencia entre estas imdgenes, significa que la red no
ha sido capaz de generar lo que ha sucedido en la escena y
corresponderia a un caso de anomalia.

2.4. PatchGAN + U-NetR

Por otro lado, se aplicé otra modificacién a la estructura de
la red U-Net para afiadir un Visual Transformer (Dosovitskiy
et al.| [2021) a la parte del codificador para permitir a la red
captar una mayor informacién global y contextual de la ima-
gen en cada divisién de 1a misma, aprovechando el mecanismo
de atencion de los Transformers y su capacidad de modelado
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de relaciones espaciales y contextuales. De este modo, se pre-
tendia aplicar los mismos casos y pruebas para observar las
ventajas que suponia la inclusién de esta tecnologia para la
generacién de imagenes y deteccién de anomalias.

3. Experimentacion

3.1. Configuracion de la Experimentacion

En primer lugar, los experimentos llevados a cabo durante
el desarrollo de este proyecto se han ejecutado en un orde-
nador con una GPU Nvidia RTX 4090. Por otro lado, para
la deteccién de anomalias, los modelos han sido entrenados
Unicamente con secuencias de situaciones normales, de ma-
nera que el modelo generador tan solo aprendiera a predecir
situaciones normales. Seguidamente, para el test, se inserta-
ron situaciones anémalas del mismo escenario para observar
las dificultades que tiene el modelo para generarlas. En cuan-
to a la resolucion de las imdgenes, estas fueron escaladas a
un tamafio de [224, 224] para la arquitectura que no empleaba
transformers, y a [256,256] para la que si. Ademas, los rangos
de las imagenes estian normalizados entre [0,1] para mejorar
el aprendizaje de la red.

Por ultimo, el entrenamiento de los modelos se ha realiza-
do haciendo uso del optimizador Adam y una tasa de aprendi-
zaje fijada en 0.0002 tanto para la red generadora como para
la discriminadora.

3.2. Datasets Utilizados

Para la evaluacion del sistema desarrollado, se han em-
pleado tres datasets distintos: UCSD, UBnormal y una recopi-
lacién de secuencias de accidentes reales en la carretera.

En primer lugar, el dataset UCSD se puede dividir en dos
subconjuntos: Pedl y Ped2. Pedl consta de 34 clips para en-
trenamiento y 36 clips para test, mientras que Ped2 tiene 16
clips para entrenar y 12 clips para test. Los videos de entrena-
miento solo contienen escenas normales, mientras que el test
incluye anomalias como ciclistas, coches y patinadores. Tam-
bién cabe destacar que el subconjunto Pedl cuenta con una
perspectiva isométrica a diferencia de Ped2, que es una vista
horizontal, por lo que en Ped1 el tamafio de los elementos que
la componen varia mds durante la secuencia que en Ped?2.

También se cuenta con el dataset UBnormal que es un
benchmark para la deteccién supervisada de anomalias en vi-
deos en un entorno simulado. Este dataset se distingue por
incluir multiples escenas virtuales con eventos anémalos ano-
tados a nivel de pixel durante el entrenamiento.

Finalmente, se hace uso de la recopilacién de escenas
anomalas extraidas de internet tan solo para la validacién en
distintos escenarios de los modelos entrenados.

3.3. Funcion de Pérdida

Por otra parte, se estuvo analizando la opcién de incluir
diferentes funciones de pérdida para intentar mejorar los re-
sultados obtenidos de los diferentes modelos.

En concreto, las dos funciones de pérdida que se han te-
nido en cuenta, ademas de la propia funcién de pérdida de la
GAN, han sido el error cuadratico medio (MSE) y una funcién
de pérdida que hace uso del flujo dptico, comparando el flujo

Optico obtenido de las imagenes reales con el flujo 6ptico ob-
tenido a partir de las imdgenes generadas. Estas funciones de
pérdida vienen multiplicadas por un factor gamma individual
que permite regular el impacto de cada una de ellas durante el
entrenamiento.

3.4.  Peak Signal-to-Noise Ratio (PSNR)

En cuanto a la evaluacién de los modelos entrenados, se
empled la métrica de PSNR para medir la calidad de la recons-
truccién de una imagen de los modelos en comparacion con la
imagen original correspondiente. De este modo, un PSNR maés
alto indica que la imagen reconstruida tiene una similitud ma-
yor a la imagen original y por lo tanto, la reconstruccién ha
sido de mejor calidad.

3.5. Arquitectura

Como se puede observar en la Tabla E], la red U-Net base,
sin el entrenamiento GAN, consigue el menor tiempo de entre-
namiento y unos resultados razonables. Sin embargo, tratando
un tema como es la deteccion de anomalias, dedicar mas tiem-
po de entrenamiento con el fin de obtener mejores resultados
puede ser decisivo en una situacién de peligro. Cabe destacar
que, los modelos que no hacen uso del Transformer, son en-
trenados con un tamafio de paquete de 16, mientras que los
que si, son entrenados con un tamafio de paquete de 4 debi-
do a que estos requieren una mayor capacidad computacional,
aumentando los tiempos de entrenamiento.

T(min) T/iteracion(min) PSNR maéximo
U-Net 25 1.25 37.73
GAN 67 3.35 37.33
PatchGAN 58 2.9 39.17
U-NetR 110 5.5 40.38

Tabla 1: Tiempo de entrenamiento y PSNR méximo obtenido por modelo

Como ya se ha mencionado anteriormente, se estuvieron
realizando experimentos teniendo en cuenta diferentes funcio-
nes de pérdida a la hora de entrenar. En la Figura|/| se puede
apreciar como, en este caso especifico, afiadir la funcién del
MSE a la funcién de perdida, incrementa positivamente los
resultados obtenidos por el modelo, mientras que afiadir el flu-
jo optico (OF) no supone ninguna mejora, si no que ademas,
reduce los valores de PSNR.
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Figura 7: Modelos entrenados con diferentes funciones de pérdida

Aunque tan solo se han mostrado resultados especificos de
estas pruebas en la arquitectura GAN, este comportamiento se
repite también en los demds modelos.

Seguidamente, se realizaron pruebas de inferencia en dife-
rentes secuencias de los datasets para comprobar el funciona-
miento de los mejores modelos de cada arquitectura en distin-
tas situaciones.
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3.5.1. UCSDIyUCSD2

En primer lugar, en las Figuras[§]y [9]se muestran los re-
sultados obtenidos de inferencia en ambos datasets. Como se
puede apreciar, todas las arquitecturas presentan una evolu-
cion similar del PSNR durante la secuencia, siendo facilmen-
te apreciable el tramo de video correspondiente a la anomalia
con la caida de los valores de PSNR. Por ello, dada esta simi-
litud entre los resultados, se puede observar que el modelo de
U-Net es el que obtiene los valores de PSNR mas altos para
ambas secuencias.

U-NET GAN
£ ®

Figura 8: Inferencia de los modelos sobre el dataset UCSD 1

PATCHGAN U-NETR

5

Figura 9: Inferencia de los modelos sobre el dataset UCSD 2

3.5.2. UBnormal

En este caso se comprob6 que hacer uso del modelo de
UCSD para realizar la inferencia sobre el dataset UBnormal
no daba buenos resultados, por lo que se decididé entrenar un
modelo con dicho dataset. Como se puede ver en la Figura
[T0] los nuevos resultados obtenidos (derecha) son mejores que
los modelos entrenados fuera del dataset (izquierda), aunque
también presentan cierto ruido, dejando en duda si realmente
se trata de una deteccién de anomalia o no.

PATCHGAN ENTRENADO EN UCSD PATCHGAN ENTRENADO EN UBNORMAL

U-NETR ENTRENADO EN UCSD U-NETR ENTRENADO EN UBNORMAL

: %

Figura 10: Inferencia de los modelos con distinto dataset de entrenamiento
sobre UBnormal

3.5.3. Dataset Recopilado

En la Figura [T1]se puede observar la inferencia obtenida
por los cuatro mejores modelos de cada arquitectura sobre el
mismo video de prueba.

U-NET

PATCHGAN U-NETR

Figura 11: Inferencia de los modelos sobre el dataset recopilado

Adicionalmente, se realiz6 un estudio comparativo de los
diferentes datasets para comprobar la diferencia o delay entre
el instante donde se puede observar la anomalia a simple vista
en el video y el instante en que es detectado por el sistema.
Asi se obtuvieron los resultados mostardos en la Tabla 2] don-
de, en el caso de UCSDI, las cuatro arquitecturas detectan la
anomalia en tiempos similares, a diferencia de UCSD2 en el
que existe una mayor diferencia de tiempos, siendo la arqui-
tectura U-Net la de mejores resultados en ambas. No obstante,
para el ultimo caso del dataset recopilado, se puede observar
que la mejor arquitectura, con cierta diferencia respecto al res-
to, es la de U-NetR.

U-Net GAN PatchGAN U-NetR
Delay UCSD1 1 5 3 3
Delay UCSD2 0 5 5 10
Delay recopilado 9 7 6 4

Tabla 2: Inferencia y estudio de delays sobre los distintos datasets.
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Por dltimo, en la Figura [I2] se puede ver un ejemplo de
como funciona el sistema desarrollado, en este caso, aplicado
a una secuencia del dltimo dataset mencionado. Asi, mediante
la definicién de diferentes limites, podemos definir las zonas
de alerta por situacién anémala.

Deteccion de accigente de cocne

® Peligro
26 Alerta
® Normalidad

Y e e -~

"

0 25 50 75 100 125 150 175 200 225 250 275 300 325 350 375 400 425 450 475 500 525
Frame 215

Figura 12: Funcionamiento del sistema desarrollado

4. Conclusiones

En este paper se han propuesto cuatro arquitecturas distin-
tas para el desarrollo de un sistema que permita la deteccién
de anomalias en entornos urbanos. Ademas, se han llevado a
cabo diversos experimentos de cada una de ellas para llegar a
la conclusién de que la mejor arquitectura y la mds simple para
este caso de uso es la U-Net, puesto que es con la que mejores
resultados se han obtenido y con la que mejores métricas en
el estudio comparativo se han conseguido. Como se ha podido
observar en el documento, las variaciones entre los modelos
obtenidos no son muy dispares, sin embargo, tratando un tema
tan importante como es la deteccién de anomalias, es crucial
emplear el modelo con la mayor precision y eficacia, aunque
esta diferencia entre modelos sea minima.

Ademads, también se ha observado que existen ciertas li-
mitaciones a la hora de utilizar un modelo entrenado con se-
cuencias de un entorno real sobre un entorno simulado, em-
peorando los resultados cuanta mayor disparidad exista entre
el aspecto de la simulacién y el real. Sin embargo, se ha de-
mostrado que es posible extrapolar los modelos entrenados en
un entorno real a otros entornos reales diferentes que nunca
han visto, dotando al sistema de una mayor adaptabilidad, per-
mitiendo una correcta generacion de imagenes y deteccion de
anomalias.

Por dltimo y como trabajo a futuro, se plantea la opcién de
implemenentar en el sistema un modelo de deteccién de obje-
tos para detectar exactamente donde se encuentra la anomalia.
También resultaria interesante el uso de un modelo LLM (Lar-
gue Lenguage Model) capaz de afiadir una descripcién al fo-
tograma detectado como anomalia. De esta forma, el proceso
de vigilancia de un entorno urbano se verd reducido a aten-
der los avisos de anomalias detectadas. Por dltimo, se plantea
la opcién de probar otras funciones de pérdida que pudieran
mejorar aun mds las reconstrucciones de las imagenes u obte-
niendo mejores resultados en alguno de los modelos.
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